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投资摘要： 

在开发量化投资策略时，海外优秀论文往往能够提供新的思路和方法，为了能够让各位投资者更有效率地吸收海外的经验，

东兴金工团队推出海外文献速览系列报告。我们将定期从海外文献中筛选思路较为新颖且有潜力应用于国内市场投资的文章，

以速览的形式呈现给各位投资者，内容涵盖资产配置、量化选股、基金评价以及衍生品投资等多个方面。 

本篇报告作为该系列报告的第十六篇，我们选取了 Bolin Lei, Zhengdi Liu, Yuping Song 的文献《On stock volatility 

forecasting based on text mining and deep learning under high-frequency data》。 

金融资产价格的波动在衡量资产风险水平和衍生品定价方面发挥着极其重要的作用。因此，基于波动性特征发现更多预测指

标和模型对于分析金融资产风险具有非常重要的理论意义和实用价值。 

本文是一篇有关基于深度学习对波动率预测的新兴文献。深度学习在股票市场的应用是一个热门的学术研究领域。尽管在美

国市场的研究已经很多，但深度学习方法在中国市场的应用能力仍然有待验证。作者认为深度学习模型的非线性关系拟合能

力和强大的数据特征学习能力，为提高波动率预测的准确性提供了新思路。 

很少有文献使用包含公众意见的文本信息作为波动率预测的输入指标。作者利用股东的文本评论信息构建了一个文本情绪因

子，整合了评论的影响，然后结合波动率预测的其他交易信息，以高频金融数据为基础，采用了深度学习模型长短期记忆（LSTM）

进行构建波动率预测模型。作者发现，带有情绪指标的 LSTM模型对波动率的预测准确率优于没有情绪指标的 LSTM模型，

并且与六种损失函数下的 10 个传统计量经济学模型的多步骤预测相比时，LSTM模型是更稳健的。随着民意指标的加入，LSTM

的准确率在六个评价标准 MSE、RMSE、MAE、MSLE 、𝑅2和 RMSPE 下分别提高了 9.3%、4.7%、6.2%、9.2%、7.9%和

16.9%，表明股东情绪指标对市场股票股价波动率预测有正向影响。窗口长度的选择也对 LSTM 模型预测的准确性有一定的

影响，若窗口时间过小，模型则无法获得足够的数据，若窗口时间过大，数据集会采集到过多的无关数据，影响模型的训练

效率，从结果上看，窗口值为 20 时，模型可以达到最优的效果。作者的研究过程和结论提供了一个构建更准确、更稳健的波

动率预测模型的新方法，深度学习和文本挖掘技术也被应用到金融时间序列分析中。 

 

风险提示： 

本报告内容来源于相关文献，不构成投资建议。文中的结果基于原作者对历史数据的回测，当市场环境发生变化的时候，存

在模型失效的风险。 
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1. 研究背景 

在开发量化投资策略时，海外优秀论文往往能够提供新的思路和方法，为了能够让各位投资者更有效率地吸

收海外的经验，东兴金工团队推出海外文献速览系列报告。我们将定期从海外文献中筛选思路较为新颖且有

潜力应用于国内市场投资的文章，以速览的形式呈现给各位投资者，内容涵盖资产配置、量化选股、基金评

价以及衍生品投资等多个方面。 

本篇报告作为该系列报告的第十六篇，我们选取了 Bolin Lei, Zhengdi Liu, Yuping Song 的文献《On stock 

volatility forecasting based on text mining and deep learning under high-frequency data》。 

投资者在进行资产配置时，不仅需要考虑金融产品、金融衍生品的收益，还需要考虑其风险，在金融研究中，

我们通常使用波动率来描述风险，所以关于波动率的研究百花齐放，在此文中，作者结合了深度学习和高频

数据构建了一个波动率预测模型，并取得了不错的效果。 

金融资产价格的波动在衡量资产风险水平和衍生品定价方面发挥着极其重要的作用。因此，分析波动性的特

征和基于波动性特征发现更多预测指标和模型对于分析金融资产风险具有非常重要的理论意义和实用价值。 

波动率预测的研究过程可以概括为：从低频数据到高频数据，从不考虑高频波动的长记忆到长记忆计量经济

学模型。Bollerslev（1986）提出了广义自回归条件异方差（GARCH）模型，该模型基于低频数据，通过表

征金融资产收益残差的异方差性（即波动率聚合现象）来估计和预测波动率。然而，GARCH 模型只使用低

频数据，没有考虑日内价格信息的非线性特征。此外，基于高频数据，Corsi（2009）提出了基于异构市场

假说的异构自回归模型（HAR-RV）来预测波动性，以及 Andersen 等人(2003)提出了一种长记忆自回归分

数积分移动平均(ARFIMA)模型来刻画波动率。ARFIMA 模型和 HAR-RV 模型比 GARCH 模型拥有更好的样

本外预测能力。上述模型有以下缺点，一是他们无法描述数据的非线性，二是预测时只考虑历史波动率，忽

略交易信息、舆论等未来波动率变化的真实驱动因素，预测依据不足。 

虽然上述模型实现了预测在数据源中从低频到高频的进展，他们仍然是传统的计量经济模型。为了提高波动

率预测的准确性，通常是需要从预测模型和预测指标等两个方面进行创新。深度学习模型的非线性关系拟合

能力和强大的数据特征学习能力，为提高波动率预测的准确性提供了新思路。首先，在预测模型方面，深度

学习在金融领域的应用主要集中在预测股票价格和回报率，长短期记忆（LSTM）是金融时间序列最常见的

预测模型。在股价预测方面，Karaoglu 等人(2017)在 Graves(2012)中使用 LSTM 模型来预测股票价格。Bao

等人(2017)引入技术指标作为预测指标，并使用 LSTM 预测股票价格。Lee 和 Yoo(2020)比较了包括 LSTM

模型在内的三个 RNN模型在预测股票价格时的准确率。在股票收益预测中，Batres-Estrada(2015)使用LSTM

预测股票每日和每月的对数回报利率，以及 Zhou(2019)使用 LSTM 预测下月股票收益率来构建投资组合。

在深度学习模型中，LSTM 对长时记忆的特征可以更好适应波动率的波动特性，但它很少用于波动率预测。

W.Chen(2018)以交易价格数据作为输入指标通过 LSTM 模型对股票波动率进行预测。此外，在预测指标方

面，网络舆情往往反映了投资者对未来的预期。Bollen 等（2011）通过公众舆论构建情感因素对道琼斯指数

走势进行预测。Oliveira 等(2017) 发现社交平台评论的文字信息对股价存在影响并用它来预测标准普尔指数

500 的趋势。Yu 等人(2013)证明了收益和股票投资风险与社交平台的信息文本的相关性。根据已有的研究结

果，发现公共舆论更多地是用来预测趋势的股价而舆论的文字信息较少用作波动率预测的输入指标。 
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为了提高波动率的预测精度，本文将 LSTM 与公共舆论文本信息相结合，基于 5 分钟高频金融交易数据构建

新的波动率的指标体系来预测实际的波动率，并与不考虑公众意见传统计量经济学模型和 LSTM 模型的预测

能力进行对比。 

本文第 2 章节作者介绍了传统计量经济模型的原理和深度学习模型 LSTM，全面总结预测指标和评价标准，

并介绍了本文的研究过程，第 3 章节作者构建文本情感因子并展示舆论文本信息与波动性之间的相关性，选

择 LSTM 模型最理想的参数，最后比较样本外波动率预测准确性并基于 6 个损失函数对 12 个波动率预测模

型进行排序。 

2. 模型与研究方法 

2.1 传统的经济模型 

2.1.1 GARCH 模型 

Bollerslev（1986）提出了 GARCH 模型来刻画金融资产收益时间序列残差项的异方差性以衡量低频数据的

波动。以 ARCH 模型为基础，GARCH 使用 ARCH 模型去表达方差，且对时间序列的长期自相关性有较好

的影响。GARCH 的模型定义如下： 

𝑦𝑡 = 𝜑𝑥𝑡 +𝑢𝑡 

𝜎𝑡
2 = 𝛼0 +∑𝛼𝑖𝑢𝑡−𝑖

2

𝑞

𝑖=1

+∑𝛽𝑗𝜎𝑡−𝑗
2

𝑝

𝑗=1

 

其中等式 1 是均值价值等式，含有残差项的外生变量函数。𝑦𝑡和𝑥𝑡分别是因变量和解释变量；𝑢𝑡是随机波动

项。q是 ARCH 模型的阶数，p是自回归 GARCH 模型的阶数。𝛼0，𝛼𝑖和𝛽𝑗是待评估的大于 0 的参数。 

2.1.2 HAR-RV 模型 

HAR-RV 模型是由 Corsi（2009），它可以解释长记忆性的特征和股票市场中时间序列的异质性。每日波动

率与上一时期的每日、每周和每月波动率有关。HAR-RV 模型的定义如下： 

𝑅𝑉𝑡 =∑𝑟𝑗
2

1/𝑁

𝑗=1

 

𝑅𝑉𝑡+𝐻
𝑑 = 𝛽0 +𝛽𝑑𝑅𝑉𝑡

𝑑 + 𝛽𝑤𝑅𝑉𝑡
𝑤 +𝛽𝑚𝑅𝑉𝑡

𝑚 + 𝜀𝑡+𝐻 

其中𝑅𝑉𝑡和𝑅𝑉𝑡
𝑑是t阶段实际的每日波动率，N意味着将交易日分成N个时间段，𝑟𝑗是每个时间的收益，𝑅𝑉𝑡

𝑤是t阶

段实际的每周波动率和𝜀𝑡+𝐻是随机波动项。𝑅𝑉𝑡+𝐻
𝑑 是未来H天实际的波动率，H = 1，5，22。则每周和每月的

波动率可以如下计算： 

𝑅𝑉𝑡
𝑤 = (𝑅𝑉𝑡

𝑑 +𝑅𝑉𝑡−1
𝑤 +⋯+𝑅𝑉𝑡−4

𝑤 )/5 

𝑅𝑉𝑡
𝑤 = (𝑅𝑉𝑡

𝑑 +𝑅𝑉𝑡−1
𝑤 + ⋯+ 𝑅𝑉𝑡−21

𝑤 )/22 
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2.1.3 ARFIMA 模型 

自回归模型 AR 是用来描述现值与历史值的自相关性，而移动平均模型 MA 是用来描述 AR 模型里的误差累

计项。结合 AR 与 MA 模型，作者得到自回归移动平均模型 ARMA 模型，其定义如下： 

𝑦𝑡 = 𝜇 +∑𝛾𝑖𝑦𝑡−𝑖 + 𝜀𝑡 +

𝑝

𝑖=1

∑𝜃𝑖𝜀𝑡−𝑖

𝑞

𝑖=1

 

其中yt表示t时刻的价值，μ是常数项，q是模型中预测误差的滞后数，γ
i
是自相关系数，ε

t
是误差项。 

Granger 和 Joyeux（1980）提出了分形移动平均模型（ARFIMA），它结合了分形噪声模型（FDN）和 ARMA

模型。Hosking 在 1981 年改进了 ARFIMA 模型，形式如下： 

𝜑(L)(1− L)d(xt−μ
t
) = 𝜃(L)𝜀𝑡 

其中L是滞后算子，𝜑(L)和𝜃(L)分别是 p 阶和 q 阶多项式滞后算子，它们描述了序列的短记忆性。(1 − L)d是

分形差分算子，其中d是分形差分参数（|d| < 0.5）来衡量时间序列的长记忆性。xt是t时刻的价值，𝜀𝑡是白噪

声序列。 

2.2 深度学习模型-LSTM 

长期短期记忆（LSTM）是一种特殊的循环神经网络(RNN)，由 Hochreiter 和 Schmidhuber(1997)首次提出，

它有效解决梯度消失和长序列训练过程中的梯度爆炸的问题。LSTM 和 RNN 的区别在于 RNN 有一个传输状

态ℎ
𝑡
，然而 LSTM 有两个转移状态：𝐶𝑡和ℎ

𝑡
。𝐶𝑡是用来保存当前时刻的记忆单元的状态信息，并传送到下一

个时刻的记忆单元。𝐶𝑡是由前期的 LSTM 传输的𝐶𝑡−1交互产生的。这个联合作用的过程是 LSTM 的核心，即

利用“门控机制”来控制信息传输量。这个门控机制有三个“门”，即“遗忘门”、“记忆门”、“输出门”，

该机制控制信息保留和传输并最终反馈到𝐶𝑡和ℎ
𝑡
。如图 1，有三个记忆单元，每个记忆单元（A）包括状态𝐶𝑡及对

应的三道“门”。 
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图1：LSTM 结构  

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

1.“遗忘门”用于选择不重要的信息并忘记它们。公式如下： 

ft = 𝜎(Wf ∙ *ℎt−1 ,xt+ + bf) 

其中ℎ
t−1

是t− 1时刻的输出，xt为t时刻 LSTM 该层的输入值，Wf为每个变量的权重，bf为截距，𝜎为 sigmoid

激活函数，输出值ft在 0 到 1 之间。 

2.“记忆门”与“遗忘门”相反，它选择xt和ℎ
t−1

的重要信息并保留它们，接下来，通过“遗忘门”和“记忆

门”，状态Ct会被更新，具体公式如下： 

it = 𝜎(Wi ∙ *ℎt−1 , xt+ + bi) 

C̃t = tanh⁡(Wc ∙ *ℎt−1 ,xt+ + bc) 

Ct = ftCt−1 + itC̃t 

其中 Tanh 是切向激活函数，Ct是t − 1时刻的状态，即在t时刻需要被保存的信息会从输入的信息中提取，从

而得到一个更新后的状态。 

3.“输出门”决定了该层的输出信息，sigmoid 激活函数决定了输出信息，Tanh 激活函数用作处理Ct，ℎ
t
为Ot和

tanh（Ct）的乘积，公式如下： 

𝑂𝑡 = 𝜎(𝑊𝑜 ∙ (ℎ𝑡−1 ,𝑥𝑡) + 𝑏𝑜) 
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ℎ
𝑡
= 𝑂𝑡 ∙ tanh⁡(𝐶𝑡) 

一个记忆单元中的信息处理过程如图 2 所示，输入的信息经过若干个记忆单元，形成长时信息序列的长时记

忆。损失函数用于评估模型的误差：通过误差反向传播，不断更新参数以减少损失值，最后拟合出合理的参

数，得到准确的预测结果。 

图2：LSTM 的三个“门” 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

2.3 预测指标和评估标准 

2.3.1 预测指标 

本文选取四类指标进行波动率预测，即实际波动率、交易量信息、场内情绪指标和公众情绪指标（场外情绪

指标），如图 3 所示。 
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图3：预测指标体系 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

1. 交易量反映买卖双方达成交易的股票的成交量。 

2. 变化率 = 变化价格/前一天收盘价 * 100%，反映了股票价格的改变率。 

3. 偏差 = 收盘价 - 5 天平均价格 / 5 天平均价格，反映了当日价格与 5 天平均价格的偏离程度。 

4. CDP = (上一个交易日最高价+上一个交易日最低价+2*上一个交易日收盘价）/ 4，也叫逆市运行指标。 

5. DMA = 5 天移动平均价格 - 10 天移动平均价格，也叫平行线差指标，主要用于判断买卖的力量和未来价

格的趋势。 

6. 隔夜信息 = 开盘价 - 上一个交易日收盘价，反映了隔夜信息对股票价格波动的影响。 

7. 高频交易量波动率可以根据 5 分钟交易量的高频数据按如下公式计算： 

𝑅𝑉(𝑉)𝑡 =∑(𝑙𝑛𝑉𝑡,𝑑+1 − 𝑙𝑛𝑉𝑡,𝑑)
2

48

𝑑=1

 

8. 市场里的情绪指标例如流行指标 AR 和 BR 可以按如下公式计算： 

AR⁡ =⁡ (closing⁡price − opening⁡price)/(opening⁡price⁡ − lowest⁡price) ∗ 100 

BR⁡ = ⁡(Highest⁡price − closing⁡price)/(closing⁡price⁡ − ⁡lowest⁡price) ∗ 100 

其中，AR 主要反映市场买卖情绪，BR 反映市场买卖意愿程度。两者都从不同角度分析股价波动，进而

反映市场情绪。 

9. 换手率表示股票市场一天内股票交易的频率，反映市场活跃程度。 

10. 每日实际波动率 RVt 可根据 Andersen 等人（2003）的计算方式，首先使用两个相邻的 5 分钟对数收盘

价数据 Pt,d 计算高频收益率R t,d，即 
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𝑅𝑡,𝑑 = 100(𝑙𝑛𝑃𝑡,𝑑 − 𝑙𝑛𝑃𝑡,𝑑−1) 

其中t = 1,2,3,4, . . . ,2741,d = 1,2, . . . ,48. 那么第t天的实际波动率是所有高频收益率的平方和，即为 

𝑅𝑉𝑡 =∑𝑅𝑡,𝑑
2

48

𝑑=1

 

11. 对于公共舆论的指标计算（作者称为情绪指标），请参考 3.2 小节中文本情感因子的构造。 

2.3.2 评估标准 

为了反映预测结果的准确性，作者需要使用损失函数来衡量它。本文中损失值的测量是多方面的，所以作者

选择六个损失函数来衡量预测不同方法的结果。作者使用均方误差(MSE)、均方根误差(RMSE)、平均绝对误

差(MAE)、均方对数误差(MSLE)，决定系数(R2)和根均值平方预测误差(RMSPE)函数；具体的公式如下： 

𝑀𝐴𝐸 =
1

𝑛
∑|𝑌 − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡| 

𝑀𝑆𝐸 =
1

𝑛
∑(𝑌 − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡)

2
 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑌 − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡)

2
 

𝑀𝑆𝐿𝐸 =
1

𝑛
∑(ln(1 +𝑌) − ln⁡(1 + 𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡))

2
 

𝑅2 = 1 −
∑(𝑌 − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡)

2

∑(𝑌 −𝑌𝑚𝑒𝑎𝑛)2
 

𝑅𝑀𝑆𝑃𝐸 = √
1

𝑛
∑(1 −

𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡

𝑌
)
2

 

其中Y为真实值，𝑌𝑝𝑟𝑒𝑑𝑖𝑐𝑡是预测值。 

2.4 实证步骤 

第一步是计算情绪因子。作者用 Python 爬虫从东方财富股票获取个股评论，根据分词文本构建三类情绪（正

面、负面和中性）字典，匹配分段词语和分段文本计算文本情感指标，然后根据当天阅读次数计算每个文本

的情感指标的加权和，作为每日情绪指标。 

第二步是计算实际波动率。作者根据 5 分钟高频数据计算每日实际波动率，并计算市场场内情绪指标和排除

情绪因素的交易信息指标。 

第三步是构建深度学习算法 LSTM 模型，预测未来波动率，并根据数据特征调整模型的超参数。 
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第四步是评估模型和比较它们。根据六项评价标准 MSE、RMSE、MAE、MSLE 和 RMSPE，作者评估不同

模型的预测效果，并比较舆论指标对预测准确性的影响，模型包括带有 GARCH 的 LSTM 模型，自回归条件

异方差模型(ARCH)、指标条件异方差模型(EGARCH)、积分自回归条件异方差模型(FIGARCH)和 ARFIMA。 

3. 实证分析 

3.1 数据选择 

作者使用股票投资者的评论作为情绪分析的基础。即选择中国股市的漫步者（002351）股票作为研究对象，

从中选取 2010 年 2 月 8 日至 2020 年 5 月 28 日的数据作为分析目标，其中起停牌于 2014 年 12 月 11 日至

2015 年 1 月 16 日。此外，根据深圳证券交易所周一至周五为交易日，法定节假日休息，因此一共是 2741

个交易日。每个交易日，9:15am 至 9:25am 为集体竞价时间，9:30am 至 11:30am 和 13:00pm 至 14:57pm

为连续竞价时间。每天得到 48 条高频交易数据，采集频率是每 5 分钟。作者使用两个相邻 5 分钟的收盘价

计算高频收益率；然后每天得到 48 个高频收益率，因此一共 118,608 条高频收盘价数据。作者使用 Python

软件爬取文本数据，其他交易数据来自 Wind 数据库。 

3.2 文本情绪因子构建 

首先，作者使用爬虫在东方财富个股信息网站（http://guba.eastmoney.com/）抓取 120,000 条评论从 2010

年 2 月 8 日到 2020 年 5 月 28 日。作者工作的一个重点是将评论中投资者的情绪转化为一个可量化的数据

索引。由于变量是中文，很难衡量复杂的情绪，就股票的波动性而言，作者认为股东情绪波动性有较大影响。

因此，作者使用正面、中性和负面情绪，分别标记为 1、0 和-1。接下来，作者分别使用通用词库标签和特

殊词库标签来衡量每个评论。该过程如图 4 所示。 

图4：文本情绪指标的处理过程 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

首先，作者用中文的褒贬词常用词汇库作为第一轮的标注分类；也就是说，搜索这个评论中所有汉语的褒义

词、贬义词、中性词。积极的词为正数、中性的词为零，贬义词为负数，并且词的强度被标记为权重。如果

结果是大于零，将标记为 1 并代表积极情绪；如果它等于零，将被标记为 0 并代表中性情绪；如果它小于零，
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将被标记为-1 并代表负面情绪。但是，这种打标签方法存在一些问题；与表达股票相关情绪的表扬或批评的

词汇不多，简单标签方法往往不能反映投资者真实想法，但是表达情绪的这些话往往是决定性的。为此，作

者建立了一个与股票有关的词汇表。为了使这个新词汇表更有针对性，作者已经算过所有评论中单词的频率

和对经常出现的词汇进行情绪标注，这样就编制了一个股票评论情绪词汇表。不同之处在于，这个股票评论

情绪词汇表对句子情感的判断更具代表性和决定性。在第一轮的基础上，第二轮给文本情绪进一步标注。如

果文本中出现了股票情感词汇表中的词汇，新的情感判断会覆盖原本的情绪。该方法在后来进行了手动测试，

发现情绪测量的准确率得到显着改善。经过两轮标注，作者可以得到更准确的情绪评价的结果。在分析了投

资者情绪后，作者将进一步量化情绪。每条评论的影响是不同的。有些评论会被识别，但有些评论可能不被

重视。为了解决这个问题，作者对每条评论的影响采用了加权方法，把评论的浏览数作为权重。为了合理评

估当天的情绪，使用 Antweiler 和 Frank 在(2004)年文章中提出的股票评论情绪标注的方法： 

𝑀𝑜𝑜𝑑𝑡 = (
𝑀𝑡

𝑝𝑜𝑠
− 𝑀𝑡

𝑛𝑒𝑔

𝑀𝑡
𝑝𝑜𝑠 + 𝑀𝑡

𝑛𝑒𝑔)ln⁡(1+ 𝑀𝑡)  

𝑀𝑡 = 𝑀𝑡
𝑝𝑜𝑠 + 𝑀𝑡

𝑛𝑒𝑔 + 𝑀𝑡
𝑛𝑒𝑢 

𝑀𝑜𝑜𝑑𝑡是第𝑡天的情绪指标，𝑀𝑡
𝑝𝑜𝑠，𝑀𝑡

𝑛𝑒𝑔和𝑀𝑡
𝑛𝑒𝑢分别是每天正面、负面、中性评论的加权总和，每日阅读量

的权重为： 

𝑀𝑡
𝑝𝑜𝑠 = ∑𝑟𝑗 ∗ 𝑆𝑗

𝑁

𝑗=0

 

𝑆𝑗是第𝑗个当天评论的正面情绪得分，是在评论中的积极词与情感词汇表的匹配比例，消极和中性也采取一样

的方法。𝑆 >
1

3
 表示评论是积极，𝑆 =

1

3
 表示评论是中性，𝑆 <

1

3
 表示评论是消极。根据以上的方法，可以量

化情绪并将其加入波动率预测指标。 

3.3 实际波动率估计 

3.3.1 数据描述性统计分析 

图 5 显示了日收益率序列和实际波动率及其衍生序列的相关描述性统计结果。从所研究的三个序列的偏度和

峰度值可以看出存在偏差和尖峰。此外，每个序列的 JB 统计量在 5%的置信水平上呈现显著性，表明每个序

列不满足正态分布特征。如果是滞后 5、10 和 20 个周期，每个系列的 Q 统计量在 5%的置信水平呈现显著

性，表明每个系列之间都有相关性。计算出来的 Hurst 指标在 0.5 和 1 之间，表明存在每个序列之间都有显

著的长记忆特征，越接近 1 长记忆特性越明显。因此，实际波动率为在 5%的置信水平上显著，表明具有长

记忆的特点。ADF 单位根检验表明每个序列在 5%置信区间下都显著拒绝了单位根的假设，并且每个序列稳

定。 
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图5：每日收益及波动率的描述性统计分析 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

3.3.2 预测指标的重要性 

作者参考 T. Chen 和 Guestrin(2016)来计算预测指标的重要性。XGBoost 是基于结构得分来选择特征作为分

裂点，一个特征的重要性体现于它出现在所有决策树中的时间之和。这意味着一个特征越多次被用于构建决

策树，它就越重要。图 6 显示了由 XGBoost 计算得出的特征重要性。结果表明，公众观点指标对波动性的

贡献很大，所以它可以作为波动率的预测指标。 

图6：基于 XGBoost 的特征重要性 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  
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3.4 波动率预测模型的效果比较 

3.4.1 LSTM 模型的参数选择 

将数据划分为训练集和测试集，对数据进行标准化以消除维度的影响后，按照 Wei（2010）的方法，使用滑

动时间窗进行滚动预测。保持训练集区间不变，不断滚动预测第二天的波动率。如图 7，如果时间窗口𝑠天，

使用𝑡天到𝑡 + 𝑠天数据预测𝑡 + 𝑠 + 1天，和使用𝑡 + 1天到𝑡 + 𝑠 + 1天数据预测𝑡 + 𝑠 + 2天，以此类推。转换二

维输入索引的格式转化为三维数据（行数、时间步长和列数）用于滚动预测。 

图7：滚动预报示意图 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

为了分析训练步骤对 LSTM 模型的预测效果，作者选择训练步长为 10、20、30 和 40 天构建训练数据。相

应的 MAE 和 MSE 如图 8 所示。通过选择不同的时间窗口可以发现，当时间窗值为 20 天时，可以获得相对

较小的验证损失值。这个结果的原因可能是如果时间窗口太大，相对无关的数据会影响模型的训练，大大降

低训练的效率。如果时间窗口为 10，则值可能为太小，以至于与预测值相关的数据被忽略，模型无法获得足

够的数据，所以结果不是很理想。在实验过程中发现，当时间窗口值为 20 时可以获得更好的结果。因此，

在随后的参数调整过程中，时间窗值选择为 20；也就是股票通过前 20 天的数据来预测第 21 天的价格波动。 

图8：LSTM 训练时间的窗口参数选择 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  
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由于大量的预测指标和更复杂的函数关系，为了使网络更好地捕捉数据特征防止欠拟合，作者将使用两层

LSTM 和全连接层结构并适度增加节点数以增加模型的深度。另外，为了防止过拟合，在神经网络中添加了

一个退出层以减少神经元之间复杂的共适应关系，然后多个不同的神经网络平均消除反向拟合现象以减少整

个模型的过度拟合。具体 LSTM 的预测模型的其他参数设置如图 9 所示。图 10 显示了模型计算过程中训练

集和验证集之间的误差减少的过程。 

图9：LSTM 的参数设定 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

图10：模型训练的损失曲线 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

3.4.2 比较不同模型的预测结果 

作者检验了 12 个预测模型的波动率RVt，包括在正态分布和t⁡分布误差项下的传统的计量经济学模型，例如

ARCH，GARCH、EGARCH 和 FIGARCH，在有或没有文本情感因子作为预测指标下的 ARFIMA 和 HAR-RV

模型和深度学习模型 LSTM。 
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表 4 显示了基于 6 个损失函数下的 12 个模型所对应的预测准确性及样本外的波动率RVt排名，作者根据较高

的综合准确率从上到下比较了误差程度和排名。根据图 11，作者得出以下结论：与传统的计量经济学模型相

比，深度学习 LSTM 模型在六种评价标准下对高频波动的预测准确率更高。具体从统计学的角度来说，与排

名相对较高的传统经济学模型 ARFIMA 模型相比，深度学习模型 LSTM 基于六个标准 MSE，RMSE，MAE，

MSLE，𝑅2和 RMSPE 在预测精度上分别提高了 2.5%，1.3%，14.6%，34.1%，4.9%和 24.9%。传统计量

经济学的预测模型仅使用波动率的历史信息作为收益率序列和信息的显式线性关系，而深度学习模型不仅使

用了波动率的历史信息，还使用了市场上的其他交易指标、股东的文本情绪因素等。LSTM 模型更好地考虑

了波动率的影响因素和变量之间的非线性关系，因此对未来波动率趋势的预测相对较好。相对于没有文本情

感因素的 LSTM 模型，在 MSE、RMSE、MAE、MSLE、𝑅2和 RMSPE 评价标准下，有文本情感因素的 LSTM

模型的预测准确率分别提高了 9.3%、4.7%、6.2%、9.2%、7.9%和 16.9%,表明股东情绪对市场股票股价波

动率有正向影响，将其纳入 LSTM 模型的预测指标体系，可以提高预测精度。这与现实也是非常一致的。股

票交易员的操作具有羊群效应。在传统的计量经济学模型中，ARFIMA 模型的预测精度和排名最好，说明波

动率序列之间存在一定的相关性和长记忆性，这也符合 LSTM 模型的应用前提。具有正态分布误差项的

GARCH 系列模型表现排名其次，具有⁡t分布误差项的 GARCH 族模型表现最差。 

图11：不同模型的预测误差及表现排名 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

基于这个结果，作者导出了 LSTM 模型的预测结果，并进一步进行了两步法和五步法预测。同样，作者也对

传统模型进行多步预测。具体结果见图 12 和图 13。通过比较不同步骤下预测的结果，作者发现 LSTM 模型

的预测比较稳健。以 ARFIMA 模型为例，在一步预测的情况下 ARFIMA 模型表现仅略差于 LSTM 模型，但

是两步法和五步法预测结果的准确性显著降低，尤其是两步法预测。图 12 和图 13 中的预测模型排列与图 11

相同，可以直观的看出，准确率的变化是根据预测步长的变化影响很大。大多数模型准确度的变化与 ARFIMA

模型相似。但是，LSTM 模型保持了很强的稳定性，其准确度呈现稳步下降趋势，描述长记忆波动性的能力
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更好。进一步发现，无论采用何种步长，加入情感指标的 LSTM 模型的预测准确率都是最好的，说明文本情

感因子对提高预测波动率精准度有一定的正向性影响。 

图 14 为真实波动率和前 5 个基于 MSE 的预测模型的对比图。预测方法均为过去 20 天数据预测 1 天，横坐

标为日期，纵坐标是当天的波动率，散点是当天的真实值。可以看出，LSTM 对极值预测的效果要比传统模

型好很多。在精度方面，带情绪指标的 LSTM 模型更切合真实值，并且能更好地描述峰谷和预测极端波动变

化。 

图12：不同模型的预测误差及表现排名（预测第二步） 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

图13：不同模型的预测误差及表现排名（预测第五步） 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  
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图14：基于 MSE的样本外预测最准确的前五个模型的表现 

 

资料来源：《On stock volatility forecasting based on text mining and deep learning under high-frequency data》，2021 年 5 月  

 

4. 总结 

作者利用股民的文字评论信息，构建整合评论影响力的情感因子，然后基于高频金融数据与深度学习模型

LSTM 并结合其他交易信息进行波动率预测。基于高频数据，带文本舆论指标的 LSTM 模型的波动率预测能

力在六项评价标准下优于传统计量经济学模型，准确性和稳健性好于 ARCH、GARCH、EGARCH 和具有正

态分布和 t 分布误差项的 FIGARCH，ARFIMA 和 HAR-RV，以及没有舆论索引的 LSTM。这也表明文本舆

情指标对提高波动率预测的准确性有积极作用。作者的研究过程和结论提供了一个构建更准确、更稳健的波

动率预测模型的新思路，深度学习和文本挖掘技术也被应用到金融时间序列分析中。在应用方面，作者的结

果可用于风险量化和衍生品定价，为投资者防范风险并获得利润。 

5. 我们的点评 

本文是一篇有关中国投资者情绪对市场中股票波动率影响的新兴文献，作者认为深度学习模型的非线性关系

拟合能力和强大的数据特征学习能力，为提高波动率预测的准确性提供了新思路。在本文中作者从两个方面

对波动率预测模型进行改进，一是使用深度学习算法去解决传统经济模型不可拟合非线性关系的问题，二是

利用公众舆论构建情绪指标以预测情绪对股市波动率的影响。作者基于五分钟的高频交易数据、深度学习

LSTM 模型和情绪指标构建了一个新兴的模型，并取得了不错的效果：在与传统经济模型相比，带情绪指标

的 LSTM 模型更切合真实值，并且能更好地描述峰谷和预测极端波动变化，且在 20 天窗口的设置下达到最

好的效果。同时，作者比较了 LSTM 在有或没有情绪指标下的表现，证明了情绪指标构建的有效性。总的来

说，本文为股票波动率分析提供了一个新的思路，结合深度学习和文本挖掘技术后，预测股票波动率的效果

会更好。 
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7. 风险提示 

本报告内容来源于相关文献，不构成投资建议。文中的结果基于原作者对历史数据的回测，当市场环境发生

变化的时候，存在模型失效的风险。 
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相关报告汇总 

 

报告类型 标题  日期  

金融工程普通报告 基金市场跟踪：跨境 ETF 资金持续净流入，二月份基金发行再次遇冷 2022-03-07 

金融工程普通报告 量化市场观察：价量轮动策略超额显著，价值因子强势反弹 2022-03-06 

金融工程普通报告 日新月异系列：“双创”板块报价入围率提高，次新股精选组合最新持仓 2022-03-04 

金融工程普通报告 基金市场跟踪：医药主题基金持续回暖，两只中证 100ETF 申报 2022-03-01 

金融工程普通报告 量化市场观察：节后小盘股持续强势，成长因子有效性提升 2022-02-27 

金融工程普通报告 基金市场跟踪：金融地产板块净流入，科创板新一代信息技术 ETF 集中申报 2022-02-21 

金融工程普通报告 量化市场观察：价量择时胜率略有下降，一致预期因子强势反弹 2022-02-20 

金融工程普通报告 基金市场跟踪：中小盘宽基 ETF 资金净流入，上游资源主题基金业绩领先 2022-02-14 

金融工程普通报告 量化市场观察：行业轮动策略获正超额，价值因子表现突出 2022-02-13 

金融工程深度报告 焦点洞察系列之四：从历史上看节后该如何配置行业和风格？ 2022-02-11 
 
资料来源：东兴证券研究所 
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